1. INTELIGENTA ARTIFICIALA SI SISTEME EXPERT iN
MANAGEMENT

In contextul noului mediu economic, utilizarea calculatorului, a informaticii economice, nu
determina doar dezvoltarea companiilor, dar in multe situatii asigura chiar supravietuirea lor.

Utilizarea tehnicii de calcul pentru rezolvarea problemelor complexe de evaluare, ajustare,
diagnosticare, prognozare a unui sistem economic, are o istorie care poate fi consideratd deja indelungata.
Generatia actuald de calculatoare reuseste sa implementeze metode si algoritmi care sd fie capabili sa
inglobeze experienta acumulata referitoare la o gama larga de situatii, si chiar sa invete din experiente noi.
Aceste metode sunt grupate generic sub denumirea de tehnici de inteligenta artificiala (IA), si vin 1n
sprijinul cursei frenetice a fortelor de piatd ce obligd firmele de productie sa lanseze noile generatii de
produse la perioade de timp din ce in ce mai scurte.

1.1. Sisteme Expert, definitii

Cuvantul inteligenta provine din limba latind (intelligentia - pricepere, intelegere, cunoastere) fiind
regdsit in majoritatea limbilor moderne, cu aceeasi semantica. Lista definitiilor care urmeaza incearca sa
creeze o intelegere cat mai complexd a implicarii acestei notiuni in terminologia specifica a Sistemelor
Expert.

e Inteligenta — [Mar-78] reprezintd intelegerea profundd, usoard a unor lucruri, mai ales in
domeniul culturii si al stiintei; facultatea de a Intelege, de a pricepe fenomenele, lucrurile, etc.

o fintelegerea — [Ros-75] este activitatea gandirii prin care se descoperd legiturile dintre
obiecte si fenomene. In formi elementars, intelegerea este cuprinsi chiar in procesul
perceperii. In formd mai complex, intelegerea este implicati in descoperirea legaturilor
dintre cauza si efect, a semnificatiei unei lucrari artistice sau stiintifice, a motivelor conduitei
oamenilor, etc. Intelegerea este implicata, mai ales, in procesul de rezolvare al problemelor si
se bazeaza in general pe experienta trecuta si pe utilizarea acesteia, intr-o situatie noua.

o Inteligenta Artificiald — IA [Pop-81] reprezintd un domeniu de cercetare al carui scop consta
in studiul si modelarea inteligentei, prin crearea de sisteme capabile sd indeplineasca activitati
inteligente. Sistemele realizate nu trebuie sd copieze in mod necesar metodele si tehnicile
utilizate de om pentru indeplinirea activitatilor, importanta fiind numai efectuarea ieftina,
sigurd si eficienta a activitatilor propuse.

Inteligenta Artificiala — IA [Sfe-93] cuprinde eforturile depuse pentru dotarea
calculatoarelor cu capacitati, care in mod obisnuit, sunt atributele inteligentei umane:
achizitia de cunostinte, perceptia (vizuala, auditiva), rationamentul, luarea deciziei, etc.
Inteligenta Artificiala - [Bee-93] reprezinta acea arie a stiintei calculatoarelor preocupata cu
realizarea masinilor care executd anumite actiuni, care daca ar fi realizate de oameni ar fi
considerate cd exprima comportamentul uman.

e Sistemul Expert —SE [Bee-93] reprezintd o forma a inteligentei artificiale. SE este proiectat
pentru a reproduce tehnica de rezolvare a problemei unui expert intr-o arie ingustd de
specializare, in care se justificd mult mai mult rationamentul decét calculul.

Un Sistem Expert — SE [Bra-88] este un program care rezolva problemele dintr-un
domeniu ingust de aplicatie, asemeni unui expert uman.
Un Sistem Expert [Lug-91] este un program bazat pe cunoastere care ofera solutii de calitate
expert, intr-un domeniu specific.



Un Sistem Expert [Fei-82] este un program inteligent care utilizeazad cunostinte si proceduri
de inferentd pentru rezolvarea unor probleme care sunt suficient de dificile pentru a solicita
expertize efectuate de specialisti.

e Rationamentul - [Bee-93] este abilitatea de a concepe, sau incercarea de a ajunge la o
concluzie pornind de la premize valide sau invalide.

Sistemele Expert reprezintd o ramurd a inteligentei artificiale care folosec cunostinte specializate
pentru a rezolva o problemd la nivelul unui expert uman. Toate definitiile Sistemelor Expert scot in
evidentd o trasatura specifica lor si anume faptul cd un SE utilizeazd informatii extrase din experienta
umana, putand deci furniza decizii la nivelul de competentd corespunzator informatiilor primite si a
metodelor de rationare implementate. Un sistem expert nu este numit program, ci sistem, deoarece
incorporeaza multe tehnologii diferite, cum ar fi baza de cunostinte, mecanisme de interferenta, facilitati
de explicare etc. [www-07].

Realizarea unei magini inteligente, care sa imite performantele complexe ale comportamentului
uman reprezintd o reald provocare datoritd lipsei de abilitate a omului de a intelege 1n intregime
mecanismul de procesare, respectiv puterea creierului uman. [Bee-93]. Avantajele si dezavantajele unei
masini inteligente pot fi cel mai bine reliefate prin realizarea unei analize comparative intre
comportamentul uman si sistemele inteligente asa cum se poate observa in Tabelul 1.1 si Tabelul 1.2, care
sintetizeaza cateva diferente semnificative.

Tabelul 1.1 Avantajele masinii inteligente

Caracteristica Abilitatea umana Abilitatea masinii
Cunoasterea Perisabila Permanenta
Rationament Inconsecventd Consecventa
Expertiza Valoare mare in unitati Valoare medie in unitati

monetare monetare
Oameni Mobila Imobila
Abilitatea de procesare | Inconsecventa Foarte consecventa
Rezistenta Limitata Nelimitata
Expertiza Restransa Vasta
Géndirea Mortala Fara moarte

Tabelul 1.2 Limitarile masinii inteligente

Caracteristica Abilitatea umana Abilitatea masinii
Cunoasterea Evolutiva Statica
Rationament Nelimitata Limitata
Expertiza Adaptabila Rigida
Oameni Receptiva Nereceptiva
Abilitatea de procesare | Multipla Singulara
Gandirea Constienta Inconstienta
Expertiza Creativa Fara inspiratie

In general sistemele inteligente sunt sisteme deductive, putind genera concluzii pe baza cunoasterii
incorporate sau furnizate din exterior §i respectiv neputand genera singure noi cunostinte.

Conceperea si dezvoltarea unui sistem inteligent in management necesitd cunostinte si experienta
complexa in domenii multiple cum ar fi: proiectare, productie, programare, utilizarea calculatoarelor si
experienta economica a societdtilor comerciale. Capacitatea de a realiza o distinctie clard a notiunilor de
activitate (sarcind), cunoasterea problemelor din domeniu, de metoda de rezolvare a problemelor, precum
si integrarea unui model conceptual bine structurat, constituie o baza necesard pentru dezvoltarea unui
sistem inteligent Tn management.



1.1.1. Structura unui Sistem Expert

Structura unui Sistem Expert este reprezentatd in fig. 1.1, modulele componente avand urmatoarele
semnificatii:

e Baza de cunostinte inglobeaza o colectie de cunostinte relevante despre un anumit domeniu,

fiind formata din:

> baza generala de cunostinte — modul ce contine regulile referitoare la operatiile care se
pot efectua asupra elementelor de cunoastere continute in baza de date specifica cazului. In
esentd, regulile constituie un ansamblu complet si necontradictoriu de cunostinte necesare
rezolvarii unei probleme.

> datele cazului specific — modul ce contine informatiile relative la domeniul de aplicatie
studiat. Faptele reprezinta partea dinamica a bazei de cunostinte si au rolul de a reprezenta
starea obiectelor la un moment dat.
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Fig. 1.1. Structura unui Sistem Expert

e Masina de inferenti - este un program general care implementeaza mecanismul prin care se
construiesc deductiile, prelucreaza cunostintele si datele pe baza acestor deductii. Motorul de
inferentd contine cunoasterea procedurala si de control.

o Interfata utilizator - realizeaza o legétura facila intre sistem si utilizator, intermediind un
dialog eficient intre acestia. Interfata permite utilizatorului sa puna intrebari sistemului expert,
sd introducd noi informatii, sau sd obtina o imagine asupra procesului de rezolvare.

e Editorul baza de cunostinte - permite completarea sau modificarea bazei de cunostinte a SE.
Actiunea propriu-zisa de achizitionare se realizeaza prin chestionarea expertilor umani.

e Sistemul explicativ - are rolul de a furniza explicatii operatorului in legatura cu rationamentul
folosit pentru a ajunge la concluzia prezentata.



e Modulul grafic — reprezintd interfata grafica care faciliteaza expertilor din domeniu,
posibilitatea de a-si formaliza cunostintele intr-o maniera cdt mai reprezentativd, cu o
asistentd cat mai limitata a inginerului de cunostinte.

Sistemele inteligente, respectiv SE au fost concepute pentru a rezolva o serie de probleme din

domenii largi, cum ar fi: afaceri, inginerie, chimie, geologie, stiinta calculatoarelor, medicina,
matematicd, drept, aparare, educatie, s.a.

Cateva din domeniile de aplicatie ale IA sunt prezentate in continuare:

1. Vedere artificiala — recunoasterea formelor

2. Prelucrarea vocii — constituirea si sinteza vocii umane

3. Prelucrarea limbajului natural — intelegerea, prelucrarea si redarea limbajului natural

4. Recunoasterea formelor — perceperea, si clasificarea diferitelor forme

5. Rezolvarea problemelor — formalizarea si rezolvarea unor clase generale de probleme

6. Procesarea informatiei — se ocupa de programe capabile sa inteleaga informatia scrisa sau citita,
sd realizeze rezumate, sa raspunda la diferite intrebari;

7. Jocuri pe calculator;

Categoriile de probleme solvabile de catre un Sistem Expert pot fi sintetizate in modul urmaétor
[Lug-91].

1. Interpretare — deducerea unor concluzii intermediare sau finale pentru anumite piese de
cunoagtere provenite din baze de date primare.

2. Diagnoza — stabilirea tipului de defect a unui sistem cét si a cauzelor generatoare conform unui
model prestabilit.

3. Predictia — prezicerea cu un anumit grad de probabilitate a consecintelor evolutiei unui sistem
dat.

4. Proiectare — determinarea configuratiei unui sistem, atat in concordantd cu specificatiile
functionale prestabilite cat si cu specificatiile exogene sistemului.

5. Planificare — programarea unei suite de activitati in functie de dependentele tehnologice dintre
ele, precum si de conditiile prestabilite de start si/sau de final.

6. Supraveghere — verificarea evolutiei unui sistem dat in comparatie cu evolutia prescrisa.

7. Depanare — localizarea defectelor si implementarea remediilor in cazul functionarii defectuase a
unui sistem dat.

8. Instruire — ghidarea utilizatorului in procesul de invatare, precum si localizarea si corectarea
deficientelor de intelegere .

9. Sisteme bazate pe cunostinte - pot fi utilizate ca si sistem de rezolvare a problemelor generale,

insd nu pot fi cu adevarat numite sisteme expert datorita lipsei expertizei specifice.

1.1.2. Conceptul de cunoastere si reflectarea sa in Sistemele Expert

[Pan-00], [Str-99], [www-10], [www-18]

Cunoagterea presupune o reflectare activa in constiintd a lumii reale, a esentialului si generalului

din fenomene si a legaturilor obiective ale realitatii. Astazi, omul in tentativa lui de cunoastere a lumii
inconjuratoare dispune de un instrument suplimentar, calculatorul, care mai mult decat hartia, il poate
ajuta la stocarea si procesarea informatiilor despre obiecte, fapte, fenomene.

Cunoagsterea este un tip special de activitati, reflectand interactiunea intre individul uman, ca subiect

cunoscator si realitatea fizica sau sociald existentd, independenta de el [Geo-82].

Cunoagterea este considerata cel mai adesea o masura a inteligentei.



Utilizarea calculatorului in procesarea informatiilor poate conduce la atingerea unor detalii cu o
vitezd semnificativd, urmarindu-se un anumit scop prin aplicarea unei metode specifice. Tratarea
sistemica a informatiilor le ridica din starea de elemente de multime (relatia de apartenentd), in postura de
elemente de structurd si le conferd acestora proprietiti structurale (relatii compozitionale, cauzale,
modale, epistemice), precum si 0 denumire noud, aceea de date.

Cunoasterea poate fi clasificata in mai multe moduri cum ar fi: cunoasterea comuna, fard metoda
si cunoasterea stiintifica, cu metoda; cunoasterea empirica, daca informatiile despre obiecte, fenomene,
procese provin de la organele senzoriale sau de la instrumentele de masura si cunoasterea teoretica, daca
ea provine dintr-un rationament care opereaza cu legi cauzale, etc. Cunoasterea teoretica se dezvolta din
cunoagterea empirica prin analiza, sinteza, deductie, particularizare, etc.

Finalitatea actului de cunoastere stiintificd este reprezentatd de teoria stiintificd. Cuvantul feorie
provine din grecescul “theoria” cu intelesul de contemplare, meditatie. Acest termen are astazi, in
filozofia stiintei, continut divers. Teoria poate fi definita ca si:

o multime de reguli si principii de procedura,

o schema de terminologie i clasificare;

un sistem de concepte;

un mod de descriere;

un sistem de propozitii, formulate asupra unor entititi neobservabile;
un sistem ipotetico-deductiv.

Teoria desemneaza un sistem de propozitii, logic organizat, care sintetizeazd o anumita cantitate de
informatii, referitoare la un domeniu al realitatii, pe care il descrie si 1l expica[Geo-82].

Cunoagterea este intotdeauna partiald si incompletd. Esenta cunoasterii apartine “obiectului”, prin
urmare ne este inaccesibild [Hei-88]. Transpunerea activititii de cunoastere, pe suportul numit
“calculator”, este o problema a “inteligentei artificiale”.

Omul nu creeaza o alta inteligentd, diferita de a sa, ci 1si foloseste propria inteligentd pentru a face
calculatorul sa aibe un astfel de “comportament” incat, sa poata fi perceput ca inteligent. De aici rezulta si
o definitie demitizatoare a Inteligentei Artificiale, potrivit careia:

Inteligenta Artificiala [Car-95] reprezintd abilitatea omului de a instrui o masind, astfel incat, in
anumite Tmprejurari particulare, magina sa se comporte, prin reactii la stimulii externi, ca o entitate
inteligenta.

Magina inteligentd trebuie sd-si reprezinte rationamentele prin intermediul anumitor conventii i
simboluri, cu care sa fie capabil si opereze. Metoda de reprezentare presupune o anumitd ordine
conceptuala, care cuprinde:

e sistemul de meta-reprezentare;
o sistemul de clasificare ;
e sistemul de organizare.

Problema fundamentala a Inteligentei Artificiale si respectiv a sistemelor expert este cea de definire
a unor metode pentru reprezentarea unor cantititi semnificative de cunostinte, metode care sa permita

stocarea si utilizarea eficientd a acesteia. Metodele de reprezentare ale cunoasterii pot fi grupate in:

¢ metode logice;



¢ metode procedurale.
¢ metode relationale (modele structurate);

Metodele logice descriu cunoasterea ca pe o inlantuire de actiuni care se implica reciproc atat din
punct de vedere al cunostintelor cdt si cel al relatiilor dintre acestea.

Avantajul metodelor logice consta in aplicarea directa a regulilor de inferenta, asupra elementelor
de cunoastere.

Dezavantajul metodelor logice constd In existenta solutiilor nesatisfacatoare de sistematizare a
bazei de cunostinte, in dificultatea reprezentarii cunoasterii despre actiuni si a regulilor euristice.

Calcul predicatului de ordinul intdi ca si exemplu de metoda logicd, reprezintd o bazda de
cunostinte construitd in limbajul logic, incluzdnd piesele de cunoastere reprezentate cu ajutorul unor
expresii (propozitii simple) inlantuite intre ele cu formule ale acestui limbaj. Astfel, un element de
cunoagtere reprezentat initial in limbaj natural este descompus in propozitii elementare adevirate
denumite “asertiuni” (care specifica fapte, proprietdti, relatii) legate de elementul de cunoastere. Acesta
este motivul pentru care metoda se mai numeste si “Reprezentarea faptelor” .Fiecare fapt poate fi tratat
din punct de vedere informatic ca un lant de caractere specific, ca de exemplu:
RANDAMENT proiect 02 =90%

Pentru a procesa mai ugor informatiile, se structureaza lanturile de caractere. Un procedeu curent il
reprezintd utilizarea tripletelor:

<PREDICAT>(<SUBIECT><OBIECTE ASUPRA CARORA SE EFECTUEAZA PREDICATIA>)

Fiecare propozitie elementara este generata de un predicat cu un numar finit de locuri in care sunt
specificate variabile formale sau obiecte din multimea suport.

Pentru crearea elementului de cunoastere, propozitiile elementare sunt inlantuite prin intermediul
conectorilor logici ( V, 3, <, >, =, &, #, <, =, ", V) putandu-se efectua rationamentele in mod logic.

Particularititi: metodele logice de reprezentare a cunoasterii sunt declarative deoarece ofera
facilitati pentru specificarea aspectelor statice ale cunoasterii, prin care sunt descrise componente,
proprietati si fapte despre obiecte, evenimente si stiri, precum si relatiile dintre acestea in cadrul
universului discursului.

Metodele procedurale sunt acelea in care cunoasterea este reprezentata sub forma de proceduri, care
permit obtinerea starilor momentane, pornind de la starile initiale sau intermediare.

Ideea reprezentarii procedurale a cunostintelor a aparut initial ca o incercare de a scoate in
evidentd controlul implicit al secventei starilor din cadrul metodelor logice de reprezentare. Intr-o
reprezentare procedurald, cunostintele despre lume sunt incluse in proceduri [Tac-98].

Reprezentarea procedurald scoate in evidenta relatiile dintre elementele de cunoastere, descriind
practic pasii de prelucrare printr-un algoritm, o procedura de calcul, o strategie sau prin descrierea unui
proces.

Elementele de cunoastere declarative si procedurale sunt puternic corelate, prezentand multe puncte
comune, astfel:

e Cunostintele pot fi reprezentate atat declarativ, cat si procedural. Spre exemplu relatia y=x* poate

fi reprezentatd atat declarativ, sub forma de tabel, cat si procedural prin precizarea pasilor de
calcul pentru y, cunoscandu-1 pe x.



e Un element de cunoastere poate fi interpretat atat declarativ cat si procedural. Implicatia p—q

poate fi interpretata declarativ, putand fi consideratd adevarata sau falsa, sau procedural dupa cum
urmeaza: pentru a deduce pe q este necesar a demonstra pe p.
Diferentele dintre cele doud reprezentari depind de domeniul de utilizare. Astfel, interpretarile
procedurale sunt legate uzual de un domeniu concret de utilizare, in timp ce reprezentarea
declarativa permite mai multe variante de utilizare. In acest ultim caz , cunostintele pot fi mai usor
modificate, dar in acelasi timp ocupa mai multa memorie.

Sisteme de reguli de productie ca si exemplu de metoda procedurald de reprezentare a cunoasterii,
sunt cele care stau la baza functiondrii sistemelor expert. Regulile de productie isi au originea in
sistemele care se bazeazd pe un set de transformari succesive ale unui context initial, asa cum sunt
gramaticile formale sau automatele finite.[Pan-00]. In acest sens, partea de conditie a unei reguli se mai
numeste si parte contextuald, ea indicand starea in care regula este aplicabild, iar cea de actiune se
numeste si parte transformationala, prin aceea ca determind modificarea contextului.

In anumite domenii regulile sunt dificil de formalizat, iar numarul acestora poate deveni atat de
mare Tncat sa nu mai fie posibild manipularea lor datorita restrictiilor aparute pentru sistemul de calcul.

Metodele relationale (modele structurate) sunt acelea prin care cunoasterea este reprezentatd, pornind
de la relatiile dintre obiecte, sub forma de grafuri si refele.

Metodele din aceasta categorie utilizeazd modele de tip structurat §i permit organizarea
cunostintelor functie de omogenitatea acestora, fiind concepute pentru: clasificare, prelucrare a
limbajului natural, planificarea activitatilor.

Avantaje: Se evidentiazd In mod explicit relatiile dintre entitdti, programul avand astfel acces
rapid la obiectele “Inrudite” crescand eficienta computationald. Se pot astfel genera tipuri de inferente
specializate bazate pe mecanisme eficiente.

Dezavantaje: Se pierde din generalitatea pe care o are un model de tip logic.

Reprezentarea cunoasterii prin retele semantice (metoda relationald) dezvoltatd initial de Quillian
in 1968 [Qui-85], in vederea reprezentarii conceptelor specifice cu caracter de asociativitate ale memoriei
umane, este utilizatd prin reprezentarea graficd a cunostintelor declarative exprimate sub forma de
propozitii. Astfel, obiectele, evenimentele sau diferitele situatii cu o anumita structurd sunt reprezentate
prin intermediul unui graf. Nodurile grafului simbolizeazd obiecte, proprietdti ale obiectelor sau valori
ale proprietdtilor, concepte sau situatii. Arcele (uzual orientate) reprezintd relatiile dintre noduri.
Semnificatia nodurilor si a arcelor este precizatd prin etichete. Aceastd metoda de reprezentare exprima
cunoasterea sub forma de declaratii binare, respectand urmatorul formalism: R(a,b)
in care R exprima relatia, iar a si b entitatile conectate prin relatia R , fig. 1.2.

R
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Fig. 1.2. Graful corespunzator expresiei R(a,b)

Reteaua semantica reprezintd prin urmare o multime de declaratii binare, oferind in acelasi timp o
directionare a cautarii informatiei prin structura inclusa in formalismul declaratiilor binare.

Reprezentarea cunoagsterii bazatdi pe cadre (metoda relationald)



Cadrele (Frame) introduse initial de catre Minsky [Gia—89] au la baza ideea conform careia
inteligenta presupune frecvent folosirea unor scheme de cunoastere, bazate pe o experientd anterioard in
domeniul problemei care se rezolva, scheme cu ajutorul cirora se interpreteazad noile situatii aparute;
adesea, comportarea inteligentd presupune nu o rezolvare de la “zero”, ci o adaptare a unor tipare
(prototipuri) deja acumulate [Pan-00]. Aceasta inseamna ca acest model este adecvat mai ales pentru a
reprezenta cunostinte cu un caracter stereotip, caracteristici obignuite ale obiectelor si relatii tipice Intre
obiecte. Pentru realizarea acestui model structurat se poate defini termenul de schemda in modul urmator:

O schema se bazeaza pe o structura care confine cunostinte tipice asupra unor concepte sau
obiecte, incluzdnd atat cunostinte declarative cit si cunostinte procedurale.

Cadrele reprezinta un tip de schema care combina o serie de concepte referitoare la reprezentarea
cunostintelor, oferind structuri adecvate pentru prezentarea situatiilor stereotipe sau obiecte tipice. In
particular, cadrele reprezintd structuri potrivite pentru reprezentarea cunostintelor generale, universale, de
obicei greu reprezentabile 1n sistemele de calcul.

Un cadru este un obiect structurat, care contine informatii despre un obiect (actiune, regula) din
universul reprezentat, intr-o formd stereotipd.

Concret, un cadru este o structura care se identifica printr-o eticheta — numele cadrului, continand
perechi de forma: caracteristica (proprietate, atribut) —valoare (“slot-value”).

Cadrele reprezintd un formalism orientat pe obiect, fiind des utilizate pentru reprezentarea
cunostintelor care opereaza cu concepte distincte, care pot fi descrise intr-o maniera stereotipa si care
interactioneaza intre ele prin mecanisme precise [Deb-94].

Avantaje:

e Organizarea structurata a modelelor de retea semantica si cadre, determina focalizarea atentiei
in efectuarea rationamentelor — toate cunostintele despre o entitate sunt grupate, putand fi
apelate dintr-un singur loc. Datorita structurarii proprii, aceste modele usureaza (in comparatie
cu modelul calculului cu predicate), eliminarea detaliilor nesemnificative din cadru proceselor
de inferenta.

e Din punct de vedere al achizitiei de cunostinte, reprezentarea cunoasterii prin modele
structurate se realizeaza mai usor prin intermediul unei retele semantice sau un cadru decat
prin intremediul calculului cu predicate. Cadrele si scenariile permit constituirea unor modele
coerente si unitare , chiar si atunci cand achizitia de cunostinte este discontinua sau
incompleta. Usurinta 1n achizitionare provine si din faptul cé retelele semantice si cadrele nu
impun stabilirea tuturor relatiilor din cadrul unui concept, oferind ulterior posibilitatea
formularii sau achizitiondrii cunostintelor care lipsesc (ex. se dispune doar de o parte din
subconceptele unui concept).

e Modelele structurate, si dintre ele in primul rand cadrele si scenariile, sunt adecvate pentru a
reprezenta cunostinte cauzale, prin aceea cd succesiunea scenelor sau legaturilor care se
fixeaza intre cadrele si scenariile ce compun baza de cunostinte pot fi realizate conform
relatiilor cauza — efect. Tot un avantaj este si acela ca aceste modele pot ghida procesul de
inferentd si deci solutionarea unei probleme pe baza experientei in domeniul respectiv; din
acest punct de vedere aceste variante se apropie de modelul de reprezentare a cunoasterii bazat
pe reguli.



1.1.3. Conditiile necesare dezvoltarii unui sistem expert

Pentru crearea unui sistem expert performant trebuie sa se stabileascad un plan de dezvoltare care sa
includa [Lug-91]:

1.
2.
3.
4.

selectarea unui formalism pentru reprezentarea cunoasterii
proiectarea unei masini de inferenta

adaugarea facilitatilor de interactiune cu utilizatorul
adaugarea unei facilitdti de manevrare a incertitudinii

Odata ce s-a stabilit modul de reprezentare a cunoasterii, pentru a se putea determina codificarea
cunostintelor domeniului specific in program, dezvoltarea sistemului expert parcurge doud etape

esentiale:

a. acumularea cunostintelor necesare in rezolvarea problemelor de citre sistemul expert
b. dezvoltarea programelor care sa proceseze cunostintele acumulate

etapa de acumulare a cunostintelor este esentiald, tindand cont de faptul ca oricat de
performante ar fi tehnicile de programare, sistemul nu va fi capabil si depaseasca limitele
cunoagterii achizitionate [Pan-00]. Pentru ca simultan cu acumularea sa se imbunatateasca si
performantele de cunoastere, este necesara o clasificare a noilor cunostinte, oferindu-se astfel
posibilitatea de a fi regasite atunci cand sunt necesare. De asemenea, noile cunostinte in
multe situatii sunt in interactiune cu cele vechi, credndu-se relatii care trebuie puse In
evidentd. Cunoasterea este acumulatd prin procese de observare a realititii, invatare si
abstractizare.

Cunoasterea este alcatuita dintr-o multime de “piese de cunoastere”, adica elemente care au
o anumitd semnificatie, pe baza carora SE si poatd derula rationamente necesare in
rezolvarea problemelor. In mod uzual se disting doua tipuri de piese de cunoastere:

e conceptele — cele care condenseaza rezultatele procesului de abstractizare, prin care se
specificd 1nsusirile esentiale, necesare §i suficiente pentru a decide apartenenta
obiectelor la anumite clase

e instantele — obiecte individuale

etapa de dezvoltare a programelor este necesard pentru a codifica si procesa cunostintele
acumulate, n scopul rezolvarii in mod autonom a problemelor propuse.

Programele dezvoltate in mod specific pentru rezolvarea anumitor probleme trebuie sa
faciliteze atdt gasirea faptelor relevante din baza de cunostinte céat si efectuarea
rationamentelor pe baza cunostintelor extrase pentru identificarea alternativelor si solutiilor
corecte.

Proiectarea, realizarea si utilizarea unui Sistem Expert este posibild in urma indeplinirii unor

conditii:
e strategice;
e informatice;
e de specialitate;
e de procedura.

Conditiile strategice presupun :



definirea domeniului;

definirea scopului;

definirea functiilor sistemului;
existenta perspectivei progresului;
existenta resurselor materiale.

Conditiile informatice presupun:

e detinerea si cunoasterea softului specific;
cunoasterea metodelor de reprezentare a cunoasterii;
existenta metodelor de stabilire a coerentei bazei de cunostinte.

Cunostintele de specialitate presupun:

cunoasterea domeniului pentru care se dezvolta sistemul;
existenta posibilitatii definirii claselor;

posibilitatea extragerii parametrilor necesari de urmatoarele tipuri:

= de performanta tehnica;
= de performantd economica si comerciala;

Conditiile de procedura presupun:
e stabilirea fazelor din procesul de proiectare, care sunt adecvate abordarii In aceasta maniera;
e stabilirea fazelor ce urmeaza si fie rezolvate, cu ajutorul Sistemului Expert;
e definirea restrictiilor de proiectare si extragerea cunostintelor.

Surse pentru extragerea cunostintelor:

din experienta de proiectare;

din experienta de productie;

din experienta utilizarii §i programarii calculatoarelor;
din cunostinte matematice in domeniu;

din experienta economica a societdtilor comerciale.

1.2. Retele neuronale artificiale (RNA)

1.2.1. Consideratii asupra RNA

In ultimul deceniu a crescut exponential interesul pentru domeniul retelelor neuronale artificiale
desi primele referiri teoretice la astfel de retele au fost facute in anul 1943 cand Warren McCulloch
(neuro-psiholog) si Walter Pitts au construit un model utilizdnd rezistoare si amplificatoare, care simula
neuronii naturali, biologici. Neuronii electronici primeau anumite semnale de intrare, pe care, in functie
de cativa parametri, le trimiteau sau nu mai departe catre alti neuroni, care la randul lor propagau sau nu
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semnalele. Modelul construit de McCulloch si Pitts reprezenta o retea de celule interconectate, fiecare in
legatura functionald cu urmatoarele. Interesul actual pentru acest domeniu este justificat in primul rand de

RNA au ca punct de inspiratie sistemul nervos uman. Specialistii considera ca la ora actualad
sistemul biologic este insuficient explorat si de aceea modulele utilizate pentru conceperea unei RNA
reprezintd introducerea Intr-un model biologic simplificat.

Dendrite Nuclen Axom
FPotentialul de
\ actionare
. i i T
- vt [ :.":"/Tp
7 = -

Smapsa

Fig. 1.3. Neuronul biologic

Unitatea de organizare a sistemului nervos este neuronul, (fig. 1.3) o celula care reprezintd un
numar de dendrite si un axon, prin intermediul cdruia se conecteaza la alti neuroni. Dendritele constituie
intrarile 1n celula neuronala. Functia dendritelor este aceea de a receptiona extitatii si de a le conduce pana
la corpul neuronului. Axonul reprezinta iesirea. Functia axonilor este aceea de a conduce influxul nervos
de la corpul celular la dendritele sau corpul celular al altui neuron. RNA este alcatuitd dintr-o multime de
noduri in care se afld neuronii artificiali , elemente de procesare neliniard care opereaza in paralel. Prin
analogie cu neuronul biologic, un neuron artificial are mai multe intréri si o iesire, care se poate conecta la
intrarile altor neuroni.

In cadrul sistemului nervos biologic neuronii sunt conectati prin spatiile denumite sinapse.
Sinapsele reprezinta unitati structurale functionale, care stabilesc interactiunile dintre neuroni. Sinapsele
impun o excitare sau o inhibare neuronului receptor.

1.2.2. Caracteristicile RNA

Caracteristica esentiala a RNA este aceea ca pot descrie o problemd si sd o rezolve prin
autoorganizare §i nu prin program. Aceastd autoorganizare are loc pe parcursul unui proces de invatare
obtinut prin cooperarea unei topologii initiale , a unor reguli de invatare si a unor sesiuni de antrenament.

Capacitatea de invitare

Caracteristica esentiald a unei RNA este capacitatea de Invatare, respectiv capacitatea de
imbunatatire a performantelor. invitarea se realizeaza prin intermediul unui proces iterativ de eliminare a
erorilor, respectiv de ponderari aplicate conexiunilor si pragurilor sinaptice.

RNA nu necesitd programe puternice, specifice problemei de rezolvat, dar au nevoie de
antrenamente asupra unui set de date (invétare prin exemple)
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Fiind dat un set de intrari si raspunsul dorit , RNA sunt capabile de a se autoorganiza in urma
procesului de antrenament, in scopul rezolvarii problemei. Exista o gama largd de metode de antrenament,
fiecare cu avantajele si dezavantajele lor, cu aria proprie de aplicare. Indiferent de metoda de antrenament
ponderile conexiunilor sunt ajustate pe baza unor modele selectate.

O RNA se considera instruitd daca aplicarea unei multimi de vectori de intrare genereaza iesirile
dorite. Cunoasterea dobanditd de RNA este memorata de sinapsele neuronale, mai concret de ponderile
conexiunilor dintre neuroni.

Capacitatea de generalizare

In urma unui antrenament corespunzitor, RNA sunt capabile sa dea rdspunsuri corecte si pentru
seturi de intrdri diferite de seturile de atrenament atat timp cat diferentele nu sunt foarte mari. Este
important de subliniat ca aceasta este o caracteristicd intrinsecd a RNA, si nu a unor algoritmi speciali
(care Inseamna inteligentd umana suplimentard) creati 1n acest scop.

Capacitatea de sinteza

RNA pot lua decizii sau pot trage concluzii chiar si atunci cand sunt confruntate cu informatii
partiale, complexe sau zgomote.

1.2.3. Neuronul artificial

Modelul neuronului artificial construit de McCulloch si Pitts fig. 1.4 este cunoscut in prezent, sub
numele de unitate prag - TU (threshold unit) sau neuron McCulloch-Pitts. Unui neuron de tip TU i se
furnizeaza pe fiecare dintre conexiunile sale de intrare un semnal boolean (0 sau 1) si emite la iesire tot un
semnal boolean. Conexiunile de intrare pot fi de doud tipuri si anume: inhibatoare si excitatoare. In
oricare dintre modele, neuronul artificial este o aproximare a neuronului biologic, fiind format dintr-un
corp, un set de intrari i o iesire. Intrarile sunt ponderate, fiind ulterior insumate. Suma obtinuta se aplica
unei functii de activare, care are ca rezultat iesirea neuronului respectiv.

Semnificatiile notatiilor din fig. 1.4 sunt urmatoarele:
e inp 1, inp 2, inp n, reprezinta valorile intrarilor;
* W1, W2, Wn sunt ponderile aplicate intrarilor;

ing 1

Fig. 1.4. Neuronul Artificial
(modelul McCulloch-Pits)

| net = Xinpi Wi ;  out = F(net)
i=1

Functia de activare poate avea mai multe forme, cateva exemple 1n acest sens sunt reprezentate in
fig. 1.5.
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Fig. 1.5. Functii de activare

1.2.4. Ponderile

Ponderile corespunzitoare fiecarei intrari (W1, W2,....Wn) reprezintd numere reale. Dacd Wj >0
ponderea este sinapticd excitatoare, iar dacd Wj<(0 este o pondere inhibitoare. Aceste ponderi sunt
stabilite de catre retea in timpul procesului de invatare prin algoritmi specifici, fiind de importanta vitala

pentru buna functionare a retelei neuronale.

1.2.5. Clasificarile RNA

a) Clasificarea dupa existenta buclelor, imparte RNA in:

®  RNA asociative sau feedforward in cazul in care nu exista bucle
inchise (reactie) sau altfel spus nu se permite aplicarea la intrarea
unui neuron k a iesirii unui neuron j, dependent de neuronul k, Fig.
1.6.a

® RNA autoasociative sau feedback care prezinta bucla de reactie;
iesirea neuronului k este aplicatd intrarii neuronului j, cu a carui
iesire se formeaza reactia. — Fig. 1.6. b

b) clasificarea dupa numarul de suprafete neuronale (planuri sau
straturi):
e cuun singur strat sau fara “straturi ascunse” Fig. 1.7. a

e cu mai multe straturi (cel putin un “strat ascuns”) Fig. 1.7.b
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c) clasificarea dupa functia de transfer a neuronului
d) clasificarea dupa modul de invatare:
e supervizat
e nesupervizat
In procesul de invitare se stimuleazi continuu parametrii variabili ai RNA. Modul de stimulare al
parametrilor este diferit in invatarea supervizata fatd de Invatarea nesupervizata.

Strat
Strat iesire
iesire

Strat
Intrare ascuns

Intrare

a) cu un singur strat (fara straturi ascunse) b) cu un strat ascuns (hidden layer)
Fig. 1.7. Retele nuronale

Invatarea supervizati

In acest caz se furnizeazi retelei o multime de exemple de instruire, de perechi formate dintr-un
vector de intrare, care urmeaza sa se potriveasca cu iesirea doritd. Aplicand retelei vectorul de intrare, se
calculeaza iesirea si se compara cu vectorul de iesire citit din fisierul de antrenare. Diferenta dintre iesirea
dorita si cea obtinutd reprezintd eroarea retelei la momentul respectiv. Perechile vectorilor de intare —
iesire sunt furnizate de cétre un sistem de antrenare externd, sau de catre sistemul care contine reteaua.

Ponderile retelei se modifica conform unui algoritm de minimizare a erorii. Vectorii din multimea
de instruire sunt aplicati secvential (ciclic), pana cand eroarea totald asociata Intregii multimi de instruire
atinge o valoare acceptabila.

Invatarea nesupervizati

In cazul invatarii nesupervizate sau autoorganizarea, ajustarea ponderilor nu se bazeazi pe
compararea cu raspunsuri ideale predeterminate, multimea de instruire constand din vectorii de intrare. Pe
baza unei functii de autoorganizare, aceste modele se grupeaza dupa formele vectorilor de intrare similari.

1.2.6. Analiza comparativa a Sistemelor Expert (SE) si Retelele Neuronale Atrtificiale
(RNA), cu posibilitati de integrare

[Dum-96], [FIL-99 ], [Mey-95 ], [Tac-98 ]

RNA au avantajul ca sunt structuri autonome. Ele pot oferi pentru sistemele complexe o estimare
exactd a dinamicii, fard sa fie necesare informatii despre modelul sistemului. De exemplu, in majoritatea
cazurilor, robotii includ foarte multe articulatii si configuratii complexe, pentru care este dificil sa se
conceapa o baza de cunostinte consistenta integrata intr-un SE.

SE si RNA au origini si scopuri comune. Ambele abordari au scopul de a efectua rationamente
logice, de a simula inteligenta artificiald. Ambele combina informatii cantitative si calitative. Avantajele
si dezavantajele celor doud tehnici sunt in general complementare. Slabiciunile SE in ceea ce priveste
achizitia de cunostinte si reprezntarea lor poate fi compensata de abilitatea cu care RNA pot invita din
interfata om — masina si capabilitatile de explicare a rationamentului care a condus la o anumita concluzie
pot fi teoretic compensate de SE.
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SISTEME EXPERT

RETELE NEURONALE
ARTIFICIALE

DIFERENTE

4 L

e Procesare secventiala
¢ Procesul de achizitie a

cunostintelor are loc 1n afara
sistemului

¢ Rationament deductiv
¢ Cunostintele sunt in forma

explicita

o Sistemul se bazeaza pe cunostinte

e Procesare paralela

Procesul de achizitie a
cunostintelor are loc n interiorul
sistemului

Rationament inductiv
Cunostintele sunt In forma
implicita

Sistemul se bazeaza pe cunostinte

preluate de la experti umani acumulate prin exemple

e Origine in logica matematica e Origine in statistica

e Corelare exactd a informatiilor e Corelarea aproximativa a datelor
datelor pentru extragerea pentru regdsirea unei concluzii
concluziei invatate inainte

Fig. 1.8. Diferente intre SE si RNA

RNA fiind concepute conform modelului creierului uman au capacitatea de a invata, spre deosebire de
sistemele inteligente conventionale, care si-au dovedit superioritatea in rationamente bazate doar pe
operatii aritmetice si algoritmi. SE si RNA, aga cum se poate observa in fig. 1.8, sintetizeaza cateva
diferente semnificative.

e O diferentd importantd este baza rationamentului: SE sunt bazate pe algoritmi §i deductii pe cand
RNA incearca sa simuleze mecanismele neuronului biologic.

e Cele doua abordari utilizeaza tehnici de procesare diferite: SE utilizeaza metode secventiale de
procesare, pe cand RNA proceseaza paralel — fiecare nod (neuron) al RNA efectueaza functiuni in
paralel cu celelalte noduri.

Procesele de invitare si rationament sunt si ele diferite: in cazul SE invatarea se efectueaza de reguld in

exteriorul sistemului — cunostintele sunt obtinute in afard iar apoi sunt codate in baza de cunostinte iar in

cazul RNA se acumuleaza sub forma ponderii legaturilor intre noduri. Procesul de invatare este intern si
poate fi dinamic — pot fi implementari care ajusteazd permanent cunostintele pe masura aparitiei de noi
exemple.

e Metodele de rationament ale SE se bazeaza pe deductie pentru construirea unei baze interne de
cunostinte, pe cand cele ale RNA se bazeaza pe inductie.

e Algoritmii de inferentd ai SE se bazeaza pe inldntuirea logica inainte sau inapoi in baza de cunostinte
si necesitd o corelare precisi a componentelor acesteia. In mod diferit, RNA utilizeazd corelarea
aproximativa a componentelor bazei de cunostinte, pentru a regasi elemente invatate anterior. SE au
deja o utilizare larga in multe domenii(tehnic, comercial, medicina etc.) pe cand RNA au mai degraba
o prezenta teoretica (e drept din ce in ce mai intensd) in literatura de specialitate.

RNA pot achizitiona cunostinte prin invatare directd pe exemple, utilizand algoritmi de invéitare
specifici, avand alte beneficii in ceea ce priveste achizitia cunostintelor, printre care este semnificativa
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posibilitatea de a invata din date de intrare incomplete, partial incorecte sau partial contradictorii. De aici
deriva si capabilitatea de generalizare a RNA. SE au avantajul unei interfete prietenoase si interactive cu
utilizatorul, in special in ceea ce priveste capabilitatea de a explica rationamentul care a condus la o
incorporare a elementelor de rationament euristic. SE pot fi folosite ca si ghid in selectarea, construirea si
intretinerea RNA.

SISTEME EXPERT RETELE NEURONALE
(AVANTAIJE) ARTIFICIALE
(DEZAVANTAJE)

I COMPLEMENTARITATI

| ~

o Facilitati excelente de explicare a e Facilitati putin performante de
rationamentului explicare a rationamentului

e Multe aplicatii de referinta deja e Putine aplicatii practice
implementate e Interfata slab performanta cu

o Interfatd puternici cu utilizatorul utilizatorul

o Tehnici software bine dezvoltate e Hardware si software inci in stadii

experimentale
e Usor de verificat si validat ¢ Dificil de validat

Fig. 1.9. Complementaritati intre SE (avantaje) si RNA (dezavantaje)

SISTEME EXPERT RETELE NEURONALE
(DEZAVANTAJE) ARTIFICIALE
(AVANTAJE)

I COMPLEMENTARITATI

NS

e Reclama prezenta unui expert in

domeniu pentru dezvoltare

Munca de ingineria cunostintelor
este Indelungata si dificila

Concluzii numai pe baza corelarilor
exacte

Invitare statica si externa

Sisteme mari sunt dificil de intretinut

e Necesitd multe exemple, dar nu
reclama prezenta unui expert uman

e Munca de ingineria cunostintelor
este simpla si orientatd spre date

o Datele de intrare pot fi perturbate in
anumite limite de eroare

e Invitare dinamica si interna

e Pot fi create structuri conectate
ierarhic pentru a facilita Intretinerea

Fig. 1.10. Complementaritati intre SE (dezavantaje) si RNA (avantaje)

Odata dezvoltat un sistem expert pe o anumitd directie este aproape imposibil sa mai fie schimbat
sau adaptat. Daca provocarile sau schimbarile care apar ies din cadrul ontologiilor cu care opereaza,
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sistemele expert nu mai au posibilitatea de a reactiona corespunzator. Datoritd faptului ca retelele neurale
au abilitatea de a Invata, procedurile actuale de integrare a retelelor neuronale cu sistemele expert asigura
o crestere asupra performantelor sistemelor expert. Astfel prin identificarea complementaritatilor dintre
SE si RNA fig. 1.9, fig.1.10 atat din punctul de vedere al avantajelor SE, care sunt dezavantaje pentru
RNA, cat si din punctul de vedere al dezavantajelor SE, care sunt avantaje pentru RNA, se poate concepe
o activitate de adaptare a sistemelor expert prin integrarea cu retelele neuronale si cu o mai mica
contributie de cunostinte ingineresti.

Literatura de specialitate mentioneaza cateva modele ale integrarii SE si RNA in sisteme hibride.

Dupa gradul de interdependenta al celor doua tehnici se pot identifica urmatoarele modele:
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SE si RNA de sine stititoare — care presupun existenta de componente software total independente,
care nu interactioneazd automat in nici un fel. Acest model poate fi folosit pentru asigurarea
redundantei intre procese, una dintre tehnici validdnd-o pe cealaltd. Pot exista abordari in care
cunostintele acumulate prin antrenament cu RNA sa fie folosite in dezvoltarea ulterioara a unui SE.
Cuplajul slab intre cele doud sisteme reprezinta cu adevarat primul nivel de integrare a RNA si SE.
Acest model, constd in aplicatii diferite care comunica intre ele prin intermediul unor fisiere. Spre
exemplu, o RNA poate fi utilizatd pentru conditionarea si validarea datelor de intrare inainte ca
acestea sa fie tansmise SE. RNA poate elimina zgomotul din informatia de intrare, pentru a identifica
obiectele sau pentru recunoasterea specimenului. SE poate utiliza aceste informatii pentru a rezolva
aplicatii de clasificare, identificare etc.

In cazul cuplajului strans intre SE si RNA informatia este transmisa prin structuri de date rezidente in
memoria calculatorului, dar si prin figiere de date pe disc. Aria de aplicare a acestui model este
aproximativ aceeasi cu cea a modelului cu cuplaj slab, cu deosebirea ca asigura o vitezd mult mai
mare de procesare.

Sistemele complet integrate utilizeaza in comun structuri de date si cunostinte. Comunicatia intre cele
doua componente se realizeaza atat cu informatii simbolice (caracteristice SE) cit si cu structuri
proprii RNA (coeficienti de pondere)

Cele mai des intélnite strategii de integrare sunt urmatoarele:
Distribuirea componentelor aplicatiilor intre abordari SE si RNA, fiecare subproblema a aplicatiei
fiind rezolvata in tehnica mai potrivita acesteia. Complementaritatile intre SE si RNA fac deosebit de
tentanta aceasta strategie.

RNA pot fi incluse intr-un SE, devenind parti ale acestuia. Spre exemplu RNA poate fi folosita pentru
identificarea rapida a conditiilor in regulile SE, (DACA...ATUNCI...) stabilind astfel foarte rapid ce
reguld trebuie aplicatd pentru un set dat de conditii.

RNA poate fi antrenatd pentru a rezolva o problema. Daca sunt necesare explicatii relative la modul
de rationament, se aplica unui SE datele de intrare impreuna cu raspunsul RNA, iar printr-un proces
de inlantuire logica SE “inventeaza” o explicatie pentru situatia prezentata.

In strategia expertului artificial, RNA este antrenati si rezolve o problema apoi riaspunsurile acestei
sunt analizate pentru a extrage un set de reguli.
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Fig. 1.11. Neuro Shell - afisajul initial al programului

Asemeni creierului uman, retelele neuronale nu garanteaza intotdeauna un raspuns absolut corect,
mai ales daca modelele sunt, sub o forma sau alta, incomplete sau conflictuale. Retelele neuronale cauta
modele in setul de date de intrare, invatd aceste modele si-si creaza abilitatea de a clasifica corect, de a
prezice sau decide asupra noilor modele aparute.

Pentru a activa lansarea mediului NeuroShell se realizeaza “dublu clic” pe icoana , a cérei imagine
reprezintd un creier uman §i care este plasatd In grupul programelor afisate, imediat dupa instalarea
programului. Va apédrea o bard mica de meniuri, detasatd de restul afisajului pe ecran, Fig. 1.11. Se
selecteaza in continuare meniul File din meniul principal, din care se alege fie o problema noua, fie se
deschide o problema existenta pe disc si care are deja atasat un nume.

1.3.1. Numele unei probleme

Fiecare problema se referd la o aplicatie a unei retele neuronale. De-a lungul stagiilor variate de
procesare a problemei, NeuroShell construieste cateva fisiere asociate aplicatiei initiale. Figierele asociate
sunt diferite unele fata de celelalte, insd numele lor este identic, avand doar extensiile diferite.

In cazul salvarii unei probleme noi sistemul asociazd denumirii problemei extensia DSC
(description).

1.3.2. NeuroShell — Meniul Principal

Fereastra meniului principal oferd trei moduri de utilizare ale mediului NeuroShell: Beginner’s
Neural Networks (retele neuronale pentru incepatori), Advanced Neural Networks (retele neuronale
pentru avansati) si Runtime System (sistem cu timp de rulare).Toate cele trei moduri de utilizare sunt
concepute pe baza unor subprograme inlantuite numite “module”, fiecare modul fiind reprezentat de cate
o icoand. Fig.1.12.

Sugestie: este indicat ca fiecare utilizator sa parcurga in prima etapa modulul pentru incepatori.
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Pentru a utiliza un modul se realizeaza “dublu clic” cu mouse-ul pe icoana respectivului modul.

Pentru a beneficia de facilitatile Help pentru utilizarea modulelor, se selecteazd meniul Help dupa
care se selecteazd Current Context.

La aparitia unui grup de icoane pe ecran, ordinea operarii acestora este de la stanga la dreapta , iar
ordinea de operare a icoanelor intr-o coloana este de sus in jos.

Observatie: Nu este absolut necesara utilizarea tuturor coloanelor care apar pe ecran pentru a crea o
aplicatie bazatd pe o retea neuronald functionala. Multe module sunt functionale, depinzand de tipul
aplicatiei create.

NeuroShell este un mediu modular. Dupa activarea unei icoane programul afigeaza un nou modul.
Fiecare modul are una sau mai multe ferestre.

B NeuroShell 2 [~

EFile Edit Utility Options Help

Beginner's Advanced Runtime
Meural Meural Facilities
Metworks Metwork =
Train and Train and Create runtime
_applp a apply verzions of
3'““1!'3 net complex trained nets
architecture architectures

Fig. 1.12. NeuroShell 2 — meniu principal.
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1.3.3. Retele Neuronale pentru Incepétori (Beginner’'s Neural Network)

Beginner's System - D:\De carat\Puta\Mures 2\mures? |:| . E|

Problem

g

File Impart

Ewamine
[ ata

Learming

|.f3.|:lp|_|,| current network, ta a file

Fig. 1.13. Fereastra modulului ,,Beginer’s Neural Networks”.

Modulul Retelelor Neuronale pentru Incepitori (Beginner’s Neural Network), fig.1.13, reprezinti
un set simplificat de proceduri pentru construirea si executarea unei aplicatii pentru o retea neuronald
puternica si completa, totul fiind integrat intr-un sistem mult mai usor de utilizat decdt un sistem
avansat.

Sistemul pentru incepatori utilizeaza o retea cu retropropagare a erorii, avand trei straturi si o
arhitecturd universala cu abilitati de generalizare reusite pentru o varietate larga de probleme.

Sistemul pentru Incepatori prestabileste parametrii retelei dupd cum urmeaza: rata de invatare
(learning rate), inertia refelei (momentum) si numarul de neuroni ascungi (hiden neurons).

1.3.4 Retele Neuronale Avansate (Advanced Neural Networks)

Modulul Retelelor Neuronale pentru Avansati (Advanced Neural Network) prezintd un tablou
extins de elemente cu ajutorul cérora se pot implementa retele puternice, cu trasaturi de procesare cum
sunt : translatarea simbolurilor in fisierele de date, implementarea unor reguli pentru crearea de noi
variabile sau analiza grafici a rezultatelor obtinute. In fig. 1.14 este prezentat modulul ,Advanced
Neural Networks” cu toate facilitatile de care dispune.
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= Advanced Neural Networks [~
File Options Help
Problem Pre- Build Apply Post Probl
Input Metwork Neural Meural Network B?Jl:lrt‘
i Network Hetwork )
« HBL : =
i 3 PN ]
_ = o e hhl -] T |-
File Import Symbol Define Contrib- Vg:;ib}!z File Expart
Tranglate Inputs / ution
Outputs Factors
¥ |m
B =3 H
Data F ELSE ﬁ : Examine
Entry Rules Custom Diata
Test Set
Apply to
ETOCK, Entract File ITHEN
: % F ELSE '
Cuiztomm Rules ; H
‘ Diesign Printouts
: M Attach 1 % 3
Output
LT i AEC
Yarniable Learning Symbol
Graphs Translate

Fig. 1.14. Fereastra modulului ,,Advanced Neural Networks”.

Modulul ,,Advanced Neural Network” ofera 12 arhitecturi de implementare al modelului
,backpropagation”, care include urmatoarele arhitecturi pentru retele: ,,feedforward”, ,,jump conection” si
retele recurente. In plus, modulul ofera inca patru arhitecturi de implementare a altor modele complexe
dupa cum urmeza:

- General Regression Nets,

- Probabilistic Nets,

- Kohonen’s Unsupervised Learning,
- Polinomyal (GMDH) Nets.

Activarea icoanei ,,Design” apeleazd o fereastrd cu doua icoane. De aici se poate selecta
arhitectura retelei neuronale, respectiv criteriile de antrenare si de oprire a antrenarii conform unor
parametrii atingi.

Prin selectarea icoanei ,,Arhitecture and Parameters”, se etaleaza un tablou care contine 16
arhitecturi posiblile. In acest pas se pot modifica parametrii si factorii de antrenare ai retelei.
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BN Metwark Architecture Options _ |}
File Help

Alternate Architectures. Click to Select. Double Click to View

N o

each layer connected to only the each layer connected to every
previous layer [standard nets) previous layer [jump connection nets]

NN [ feo] e

recurent networks with dampened unzUper- probab- general
feedback [Jordan-Elman nets) vized ilistic: regression
Fohonen net

@ [ kE e

multiple hidden zlabz with different palynomial net
activation functions [ward nets] [GMDH]

|:| - recommended predictive nets . - recommended classification net

|3 Layer BackProp Metwark Selected

Fig. 1.15. Arhitecturi de retea disponibile in mediul NeuroShell 2.

Selectarea se realizeaza prin deplasarea chenarului negru pe structura dorita., fig. 1.15. NeuroShell
2 recomandd anumite tipuri de retele in functie de natura problemei. Astfel, pentru o retele predictiva
NeuroShell sugereaza o arhitecturd — backpropagation cu trei neuroni, avand functii de activare diferite,
iar pentru retele folosite in clasificari, NeuroShell sugereazi o arhitecturd de retea neuronalad
probabilistica (PNN).

1.3.5. Facilitati ,Runtime” ale mediului NeuroShell 2

Prin activarea modulului ,,Runtime Facilities”, se genereza o icoana pentru activarea serverului
DLL (Dynamic Link Library). Serverul DLL creeaza un fisier cu extensia .DEF, care face posibila
apelarea retelei antrenate, cu NeuroShell 2, dintr-un program scris de programator care suportd Dynamic
Link Libraries, cum este, de exemplu, Microsoft Excel, C, C++, Visual Basic, etc. De asemenea, acest
fisier este utilizat si pentru extragerea datelor in scopul trasarii graficelor tridimensionale.

Daca DLL este apelat dintr-un cod scris de programator, limbajul utilizat pentru scrierea
programului trebuie si fie capabil sa apeleze aceste librarii prin pointeri de departare ,,far pointers”.

Serverul DLL ofera si cateva functii care vor fi descrise in cele ce urmeaza:

- functia ,,OpenNet”

Aceastd functie citeste fisierul cu extensia .DEF si realizeazd setarile corespunzatoare. Ea
returneazd un numar pentru retea, care pe tot parcursul, este o referintd a acestei retele. ,,OpenNet”
precizeaza numarul de intrari asteptate de retea si numarul de iesiri prin care aceasta raspunde,
programatorul cunoscand aceste valori.

- functia ,,FireNet”

Odata reteaua deschisa cu ,,OpenNet”, se utilizeaza ,,FireNet” pentru a se indica retelei intrarile si
respective pentru a primi iesirile, ambele variabile fiind incluse Intr-o martice ,,DOUBLE PRECISION
FLOATING POINT?”, initializatd in programul sursa.

- functia ,,CloseNet”
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Aceasta functie se apeleaza cand datele necesare procesate de reteaua neuronald au fost preluate si
»serviciile” acesteia nu mai sunt necesare. ,,CloseNet” elibereaza spatiul din memorie alocat pentru retea,
iar la urmatoarea apelare a retelei se va activa functia ,,OpenNet” din nou.

1.3.6. Moduri de imbunatatire a rezultatelor

Cateva solutii de imbunatatire a performantelor retelei sunt prezentate in continuare :

o Calibrarea retelei

e Stabilirea unor variabile mai eficiente pentru predictia doritd, si/sau determinarea unor metode mai
bune de reprezentare decat cele actuale.

e Ajustarea ratei de invatare, a inertiei sau a numarului de neuroni ascunsi, pentru un nou model de
antrenare.

NeuroShell utilizeaza calibrarea pentru a optimiza iesirile, prin aplicarea retelei curente a unui set
de teste independente in timpul antrenarii. Acest set de date de test se creaza automat utilizind modulul
,,LTest Set Extract”. Prin calibrare se obtine reteaua optima pentru date, in setul de test, ceea ce inseamna
ca reteaua este capabild sd generalizeze cu succes noile date si sa returneze rezultate foarte bune.

Calibrarea realizeaza acest lucru, prin calcularea mediei erorii patratice, pentru toate iesirile actuale
si prezise.

Pentru retele de tip ,,Backprpagation”, reteaua salveaza de fiecare data, cand se realizeaza, un nou
minim pentru media erorii (sau media erorii patratice). Pentru a folosi calibrarea, trebuie setat campul
Calibration Test Interval, avand semnificatia perioadei de evaluare a setului de test. Practica a demonstrat
ca retelele neuronale realizeazd bune predictii, dacad acest camp setat cu valori Intre 50 si 200. Secretul
construirii inuei retele neuronale este cel al identificarii momentului de intrerupere a antrenarii. Daca se
antreneaza prea putin, reteaua nu poate invata toate modelele. Dacd se antreneaza prea mult, reteaua va
invata si zgomote. Programul NeuroShell atenueaza aceste erori prin intermediul calibrarii.

1.4. Aplicatie - Antrenarea unei RNA pentru identificarea satisfactiei
clientilor in firma “X” cu ajutorul mediului NeuroShell

Domeniul in care firma “X” 1si desfdsoara activitatea este productia si vanzarea de calculatoare si
respectiv de componente adiacente acestora (imprimante, scanere etc.). Dotarea cu calculatoare in
Romania este inca mult sub media de pe Europa de Est. Desi vanzarile au crescut, ele nu se ridica la
nivelul asteptat de firma.

Elementul cheie in decizia de achizitionare a unui calculator personal a fost si ramane pretul. Desi
intr-o perioada de timp multi consumatori s-au orientat spre preturi mai mici, adicd calculatoarele ,,no
name” care invadasera piata, aceastd mentalitate s-a schimbat, cumparatorii constatand din practica
curentd importanta service-ului si garantiei care au devenit indispensabile.

Una dintre problemele cu care firma se confrunta este aceea de masurare a satisfactiei clientului.
Aceasta problema a aparut odatd cu implementarea noii politici de calitate, adicd a standardului ISO
9001-2000, a carui obiectiv principal il constituie satisfactia clientului.

S-a pus problema crearii unei Retele Neuronale Artificiale care sd masoare gradul de satisfactie a
clientilor in functie de toti parametrii care influenteaza acest proces. In urma unui studiu care a durat 3
luni, au fost identificati cativai parametrii care influenteaza puternic gradul de satisfactie a clientului.
Acesti parametrii depind de tipul urmatoarelor componente, care influenteazd major functia de
intrebuintare a unui sistem de calcul: memoria, procesoarele, placa video; HDD-uri; placa de sunet.
Aceste componente au fost cuantificate in cadrul unor anumite clase, in scopul codificérii lor ca date de
intrare 1n cadrul Retelei Neuronale Artificiale.

Utilitatea credrii retelei neuronale este datd de furnizarea informatiilor necesare firmei in
negocierile cu clientii §i respectiv de crestere a calitatii produselor.
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Avand in vedere faptul cd numarul de variabile aplicate in scopul rezolvarii problemei este relativ
mic, s-a utilizat modulul aferent retelelor neuronale pentru incepatori ,,Biginner’s Neural Networks”.
Modulul selectat pentru rezolvarea problemei nu este mai putin performant decat cel al modulului
retelelor neuronale avansate, ci este cel mai potrivit pentru rezolvarea problemei definite.

1.4.1. Datele problemei

Datele de iesire
lesirea retelei reprezintd predictia indicelui de satisfactie a clientului asupra produselor firmei.
Pentru aceasta s-au analizat mai multe tipuri de componente care au fost clasificate in clase de
cuantificare (vezi Anexa 1), si s-a creat o retea neuronala care sd aiba ca data de iesire coeficientul SCVP
— satisfactia clientului post vanzare.
Datele de intrare
Datele de intrare pentru antrenarea retelei sunt considerate ca cei mai importanti factori care
influenteaza coeficientul SCVP. Acestia sunt prezentati in lista care urmeaza:
o clasa de cuantificare, obtinutd prin incadrarea componentelor pe clase;
e perioada de garantie acordatd de cétre furnizori pentru componenta respectiva (garantie);
e numarul de interventii care s-au realizat pe parcursul a 3 luni de zile la fiecare tip de componenta
analizata si vanduta (nr. interventii);
e durata parcursa din momentul sesizarii si momentul rezolvarii problemei (DR);
o timpul contractat de rezolvare a sesizarii (DRC),
¢ nivelul defectiunii echipamentului - care este 1 daca prin defectiune clientul a pierdut informatiile, este
¥, daca clientul nu a pierdut informatiile dar nu poate utiliza produsul si este % dacd clientul nu a
pierdut informatiile si poate utiliza produsul dar nu la performantele oferite (Pi);

Exista si alti factori care influenteaza satisfactia clientilor, Tnsd in scopul simplificarii aplicatiei s-a
stabilit ca factorii prezentati mai sus sunt cei mai importanti factori de influenta.

1.4.2. Selectarea modului de lucru

Dupa determinarea datele de intrare, de iesire si respectiv selectarea modelului retelei neuronale, s-a
trecut la urmatorul pas, cel al introducerii datelor de antrenare. In acest scop a fost lansat programul
NeuroShell 2, respectiv a fost selectat modulul Beginner’s Neural Network. fig. 1.16.
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4% NeuroShell 2 - C:\NeuroShell 2\satisfactia
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Beginner's Advanced Runtime
Meural Meural Facilities
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Train and apply Train and apply Create runtime
a gimple net comples wersiong of
architecture architectures trained nets

S.C"X"5.HL

Reteaua neuronala identifica satisfactia clientilor
din Firma "X". 5-a realizat o analiza de 3 luni
pentru culegerea urmatoarelor date. utile in
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de interventii; durata din momentul sesizarii si
momentul rezolvari zesizarnii; impul de rezolvare a
sesizani

I‘(Du may type a descrption of your problem for later reference.

Fig. 1.16. Prezentarea meniului aferent modulului Beginner’s

Dupa selectarea modului Beginner’s Neural Networks se deschide o fereastrd, care contine patru
coloane, reprezentdnd module functionale pentru crearea retelei neuronale (fig. 1.17), care sunt prezentate
in continuare.

1.4.3. Importarea fisierului de antrenare a RNA

Problem
Input

Prima icoana activeza modulul de importare a fisierului de antrenare a RNA. Fisierul de
antrenare a retelei contine toate datele de intrare si iesire pe care reteaua va trebui si le invete. E
[~]

Pentru activarea acestui modul se realizeaza “dublu clic” pe icoana ,,File Import”. Fio]
ile Import
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Beginner's System - C:AMeuroShell 2\zatisfactia
Eile Help

Problem
Input

o
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Problem
Output
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File Export
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Attach Data
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File

|D efine where network, inputzs and actual outputz will be found. Alzo zet Min's and bMax's

Fig. 1.17. Prezentarea meniului aferent modulului Beginner’s

Se deschide caseta de dialog din care se selecteaza ,,Spreadsheet Files” pentru importarea datelor din
programul Microsoft Excel. (fig. 1.18 si Anexa 1)

In continuare se selecteaza fisierul
corespunzator datelor, dar avand in vedere ca
un document din Excel are mai multe foi
(Sheet) se va selecta Sheet-ul corespunzator
datelor. In cazul aplicatiei prezentate se
selecteaza Sheet 8. (fig. 1.18), dupa care se
genereaza importul datelor (fig. 1.19) prin
selectarea meniului Import, respectiv al
comenzii Begin Import.

| Disk Input Files

Eile Help

Standard Formats

D 1
A
;

ASCI Files Binary Filzz

Special Application Formats

Q

Spreadsheet E quiz MetaStock Omega Dawnloadsr
Files Fi

Files iles

Fig. 1.18. Caseta pentru generarea importului
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Spreadsheet Import [_ =] Spreadsheet Import HE R

File Import Help

Spreadszheet File: Db AERCELSPLACS DE BAZA xlz
Pattern File: C:AMeuroShell 288 :Computer. pat

Spreadsheet Information

Select worksheet ko import: Sheetd
Labels are located on row nun Sheet2

D ata begins at row number:

—{Sheet?
Select a sheet that you wark toinf 5 a0

File | Import  Help

Begin Import
|rtermuEt| mpart

§ | AEXCEL\PLACA DE BAZA »ls

Pattern File: C:5MewnShell 244sCamputer pat

Spreadsheet Information

Select workshest o import;

Labels are located on row number (0 or blank if nonek [
Data beging at row number: 2

Select a sheet that pou want to import from the selected ‘Workbook.

Fig. 1.20. Activarea importului

™ Datagrid: C:\NeuroShell 2\satisfactia.pat

File Edt Fomat Hep

Number of row with variable names [blank if none]: II_ X left/right arrow keys end edit

First row containing actual training data: lg_ Size: 108 row 20 columns

Mote: This is rat a cammercial sireadsheet and may riat lnad fast enouah far lare fles. The NeuaShell 2 Optians menu allaws yau to change the dataand cal ba your own spreadshest. Search

help fle for "datagrid for detals,

A B I C I D I E I F I G_*

1 |clasa cuantificare  |garantie ni.interventii DR DRC Pi SCYP
| 2] 1.000000000000  12.000000000000  10.000000000000  48.000000000000  40.000000000000 0500000000000 0.00600
| 3 1.200000000000  12.000000000000  15.000000000000  60.000000000000  48.000000000000 0500000000000 0.00600
| 4] 1.250000000000  18.000000000000  18.000000000000  72.000000000000  24.000000000000 0500000000000 l].l]l]BBZ(
|5 | 1.300000000000  18.000000000000  12.000000000000  12.000000000000 7.000000000000 0500000000000 0.00408
L6 | 1.350000000000  24.000000000000  11.000000000000  18.0000000000000  12.000000000000 0500000000000 0.00110
L7 1.370000000000  24.000000000000  15.000000000000  16.000000000000  14.000000000000 0.500000000000 0.00106
L 8 1.400000000000  36.000000000000 6.000000000000  36.000000000000  30.000000000000 0500000000000 0.00200
19 1.420000000000  36.000000000000 5.000000000000  24.000000000000  20.000000000000 0500000000000 0.00312
110 | 1.4400000000000  36.000000000000 3.0000000000000  13.000000000000  10.000000000000 0500000000000 0.00112
11| 2.100000000000  12.000000000000  25.000000000000  72.000000000000  18.000000000000 1000000000000 0.06666
|12 | 2.220000000000  12.000000000000  26.000000000000  96.000000000000  28.000000000000 1000000000000 0.0329
113 | 2.2500000000000  12.000000000000  29.0000000000000  84.000000000000 3.000000000000 1000000000000 0.07446
|14 | 2.280000000000  18.000000000000  31.000000000000  108.000000000000  24.000000000000 1000000000000 0.01595
115 | 2.300000000000  12.000000000000  15.000000000000  120.000000000000 5.000000000000 1000000000000 0.05000
| 16 | 2.320000000000  12.000000000000  22.000000000000  168.000000000000 9000000000000 1000000000000 003733
1 T | L|J

1.4.4. Introducerea datelor

Fig. 1.21. Introducerea datelor in Datagrid

Dupa importarea fitierului de antrenare se activezd urmatoarea icona din Fig.1.21, “Data Entry” .

Se deschide un tabel asemanator cu foaia de lucru a programului

Excel. In cadrul

acestui modul se stabilesc denumirile variabilelor si se introduc pe primul rand al
coloanelor destinate acestora. Data

Se seteaza ,,1” in cdseta corespunzitoare numarului de randuri Eritry utilizate pentru
numele variabilelor si ,,2” pentru primul rand care contine date active.
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Pentru aplicatia prezentatd, in primul rand s-a tiparit ,clasd cuantificare”, ,garantie”, ,nr.
interventii”, ,,DR”, ,,DRC”, ”Pi” si ,,SCVP”. Incepand cu randul doi s-au introdus datele masurate in
perioada analizati de 3 luni si sortate in functie de clasele de cuantificare. In final, lista contine un rand
pentru numele variabilelor si 107 randuri pentru date. Pentru salvarea datelor se selecteazd meniul File,
respectiv optiunea Save. Fisierul a fost denumit ,,satisfactia.pat”.

1.4.5. Definirea intrarilor si iesirilor

In cadrul sistemului informatic NeuroShell 2, utilizatorul trebuie
dintre coloanele de date introduse sunt variabile de intrari i care sunt
Se activeaza modulul ,,Define Inputs and Outputs”, operatie in urma
toate denumirile coloanelor. In aceasti fereastrd se stabileste,

sd specifice care
variabile de iesiri.
careia se afiseaza
respective se setaza

Define

.. . L. . y . L Inputz / .
prin intermediul abrevierilor I sau A daca o coloana contine variabile | guputs | de intrare,

respective de iesire. pentru fiecare coloana. Fig. 1.22.

E Define Inputs/Outputs - C:\NeuroShell 2\satisfactia_pat

Fil= Edit Seftngs Help

Yariable Type Selection Ilnput vl
Yariable Hame clasa garantie I m_inlenrenl DR DRC Pi SCY¥P o
VYariable Type |! | | | 1 1 A
Min: 1 b 2 6 1 0.25 1.066098E
Max: 11.85 36 45 168 96 1 0.1944444
Mean 6.095888 17.43925 1817757 7015888 2311215 |0.6098131 2.022573E
Std. Deviation |3.294206 7487319 1095773 3817787 20.30862 02432523 2.737164E -
4 I 3

Fig. 1.22. Caseta de dialog Input/Output

Tot 1n acestd fereastrd se stabilesc si se inregistreaza valorile de minim §i maxim pentru fiecare
variabila 1n parte. Deoarece pentru retelele neuronale variabilele trebuie determinate intr-un interval de la
0 la 1 sau —1 la 1, reteaua trebuie sd cunoascd aceste minime si maxime reale, pentru a atribui valori din
aceste intervale. Acest lucru se poate raliza manual, sau se determind automat selectind optiunea
,Compute mins/maxes”. Prin aceastd operatie se determind implicit valoarea medie ,,Mean”, si deviatia
standard ,,Std. Deviation”, pentru fiecare dintre variabile.

In general se defineste un interval foarte strins in jurul datelor reale de minim si maxim. Se pot
specifica valori minime si maxime care sunt usor deasupra sau sub valorile reale, pentru a aloca un
interval mai larg pentru predictiile urmatoare. Daca valorile de minim $i maxim nu sunt in jurul valorilor
reale, reteaua isi pierde abilitatea de a recunoaste diferentele mici intre datele de interes.

1.4.6. Antrenarea retelei

Antrenarea retelei se realizeazd prin activarea icoanei »Learning”.  Prin
activarea modulului de antrenare (invdtare) se insereaza automat @ﬁ" automat numarul de
intrari si cel de iesiri, din fisierul cu extensia ,,mmx”, creat de 2 modulul ,Define
Inputs/Outputs”. Inainte de a incepe antrenarea se mai seteaza cativa =533 | parametrii ai

modulului ,,Learning”. Acestia sunt :
o Specificarea complexitatii problemei, prin activarea unei boxe corespunzatoare nivelului de
complexitate a problemei. Datoritd numarului mai redus de variabile se considera ca reteaua neuronala
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are un nivel de complexitate scazut ti s-a activat boxa ,,Very Simple”. Prin selectarea acestei optiuni
se activeaza automat factorii ,,Learning rate” (rata de invatare) si ,,Momentum” (inertia) la valorile
0,6 respectiv 0,9.

e Numairul de neuroni ascunsi ai retelei se poate seta atdt manual, cit si automat, activand caseta ,,Set
Number of Hidden Neurons to Default”. Numarul de neuroni ascunsi, a fost calculat dupa formula :

N=%([N+OUT)+W ,

unde :N — numaérul de neuroni ascunsi,
IN — numarul de intrari,
OUT — numarul de iesiri,
N; — numarul a cate linii de date s-au introdus pentru variabilele modelului

In cazul aplicatiei prezentate s-a optat pentru setarea automata, obtindndu-se un numir de 13 neuroni
ascunsi.

o Datorita faptului ca datele sunt sortate crescator conform conventiilor de cuantificare, s-a optat pentru
o compilatie random (pe sarite) a acestor valori, pentru ca reteaua sa fie apta de a prezice indiferent de
diferentele de clasa a componentelor aparute.

o Pentru aceastd sesiune de antrenare optiunea Calibration Interval (intervalul de calibrare)a fost setatd
la 0.

In urma setarii parametrilor prezentati mai sus s-a pornit antrenarea retelei neuronale din meniul Train
prin selectarea optiunii Start Training. Fig. 1.23.

™, Learning: C:\NeuroShell 2\satisfactia

File Train Help

Complexity [sets defaults]: Heuronz and Leaming:

@ Yery simple C) Complex Learning rate: I 0.6 Inputs: I [
O Complex and very noisy Momentum: I 09 Outputs: I 1

Set number, of Hidden Neurons toDefaulk |

Pattern 5election:

C/Rotational @ Random Hidden neurons: I 13

Automatically 5ave Training on: Learning Time:
[hhh:mm:zs]

) best test zet C) no auto save 000:25:52

There are 100 training patterns. There are O test patterns.
Learning Epochs: W Calibration Interval: Il]—
Last Average Emor: [0.0000342° Last Average Emor:

Min. Average Eror: IW Min. Average Eror:
Epochs Since Min: IW Events since min:

tore comples architectures, parameters, and indicators are pozsible outzide the Beginner's System.

Fig. 1.23. Tabloul de antrenare a retelei neuronale
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Momentul opririi retelei s-a hotarat de catre utilizator, pe parcursul evolutiei antrendrii, observandu-se
ca dupa 2568 de epoci media erorii minime a devenit aproximativ 0.0000013 si s-a mentinut de peste
400 de epoci. Din acest punct reteaua neuronala parea ca nu mai face progrese in ceea ce priveste media
erorii minime §i, deci, antrenarea s-a oprit prin selectarea optiunii Intrerrupt Training a meniului Train.

File Bun Help

** Network Proceszing C:AMeuroShell 2\zatizfactia.pat

[X:Compute B squared. etc. [actual outputs must be in the file):

¥ Include in .0UT file actuals minus network outputs

[ White neuron activations to file for slab number: I2

[¥ Include actuals in .0UT file [actual outputs must be in the file]

[T Set highest output to 1, others to 0 [use when outputs are categonies]

Patterns processed: |1 o7

Input file name: C:\NeuroShell 2vzatizfactia_pat

Dutput: C1

B zquared: 09915
1 squared: 09915
Mean squared ermror:
Mean abzolute emor:
Min. abzolute ermor:
Max. abzolute ermor:
Correlation coefficient 1

|T hiz applies the netwark to the pattern [ pat] file bo get an output [ out] file,

1.4.7. Procesarea datelor antrenate

Fig. 1.24. Caseta de dialog Network Processing

Procesarea datelor antrenate se realizeaza prin selectarea optiunii
modulului functional Apply Neural Network, in care se verifica daca
rezultate eficiente. Prin activarea acestui modul se deschide o caseta de
Processing. Fig. 1.24. Din meniul Run se selecteaza Start
Modulul Apply to File a procesat automat fisierul satisfactia.pat, care
date introdus.

Pentru fisierul satisfactia.pat. R squared este egal cu 0.9915.

Apply
Meural
Metwork

A

Apply to
Filz

succesive a
reteaua a avut
dialog Network

Processing.
a fost primul set de

NeuroShell

inregistreazd paramentru R squared pentru a compara aceasta retea cu altele care ar putea fi create mai

tarziu.

R squared, coeficient de determinari multiple, este un indicator statistic aplicat de obicei unei
analize regresive multiple. El compard acuratetea modelului creat cu acuratetea unui model benchmark
ordinar. Un rezultat perfect al retelei neuronale returneaza valoarea 1 pentru R squared, iar un rezultat
bun este 1n jurul acestei valori. Un rezultat in jurul valorii 0 este nesatisfacator.
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1.4.8. Atasarea figierelor pentru vizualizarea evolutiei datelor

. File Attach Utility M= E
File  Attach Help

Attach Files Side by Side  File 1: C:\MeuraShell 2\zatizfactia. pat

File 2 C:\MeuraShell 2\zatizfactia. out

Attach Files Top to Bottorm Mew:  C:\MeuroShell 2hzatizfactia,out

attach 2 Files Side by Side

Fig.1.25. Atasarea fisierului de iesire de cel original

Activarea icoanei Attach Output File etaleazd un tablou numit File Attach Utility,
Fig.1.25, care ofera posibilitatea de a atasa fisierul vechi, continand g datele introduse de
catre utilizator satisfactia.pat (nume_fisier.pat), de cel nou, in care | apach avem datele
procesate satisfactia.out (nume_fisier.out), 1n doud moduri : Dutput

File

- unul langa celilalt,
- unul sub celalalt,

Pentru aplicatia identificarii satisfactiei clientilor s-a optat pentru primul mod de comparare (fisierele sunt
atasate unul langa celilalt) pentru o mai buna vizualizare, prin comparatie, a datelor.

Dupa selectarea variantei dorite, din meniul Attach se activeaza Attach File, operatie care creeaza
un nou fisier cu extensia .out. Figierele care se compara sunt determinate automat de catre NeuroShell 2,
rezultand:

- satisfactia.pat — fisierul original,
- satisfactia.out — fisierul continand raspunsul retelei

Modulul functional Attach Qutput File se poate utiliza de asemenea pentru a combina oricare alte
2 figiere interne de registru tabelar. Fisierele care trebuie comparate vor fi selectate din caseta de dialog
File Attach Utility. Selectia se realizeaza din meniul File optiunea Select Output File.

1.4.9. Examinarea datelor

Pentru a vizualiza fisierul satisfactia.out se activeaza icoana corespunzatoare
modulului Examine Data. Se deschide un registru tabelar, Fig.1.26, avand 1In partea
stingd coloanele initiale ale fisierului satisfaction.pat iar in partea dreaptd coloanele

corespunzatoare fisierului satisfaction.out. Coloanele din fisierul de | pusmine | 1€Sire sunt
prezentate in lista urmatoare: Data
e coloana “Actual” (iesire actuald) contine valorile pentru variabilele de iesire ale

setului de antrenare pe care trebuie sa le prezica reteaua;
e Coloana “Network” (retea) contine valorile pentru variabilele de iesire prezise de retea;
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e Coloana “Act-Net” (Actual — Network) reprezinta diferenta dintre coloanele “Actual” si “Network”;
cu cat aceste valori sunt mai mici, cu atat valorile scoase de retea sunt mai corecte si reteaua este mai
bine antrenata.

™ Datagrid: C:\NeuroShell 2\satisfactia.out
File Edit Fomat Help

Humber of row with variable names [blank if none]: |1 % left/right armow keys end edit

First row containing actual training data: Iz— Size: 108 row 20 columns

tote: This iz not a commercial zpreadsheet and may not load fazt enough for large files. The MeuroShel 2 Options menu

allowes you to change the datagrid call to your own spreadzhest. Search help file for “datagrid” for details.

D [ E [ F [ G | -

1 |DR DRC Pi SCVYP Act__|

2 48.000000000000 40_000000000000 0.500000000000 0.006000000000

3 60.000000000000 48_000000000000 0.500000000000 0.006009615385

4 72.000000000000 24 000000000000 0.500000000000 0.008620689655

5 12.000000000000 7.000000000000 0.500000000000 0.004081632653

[ 18.000000000000 12_000000000000 0.500000000000 0.001102941176

7 16.000000000000 14_000000000000 0.500000000000 0.001066098081

8 36.000000000000 30.000000000000 0.500000000000 0.002000000000

9 24_000000000000 20.000000000000 0.500000000000 0.003125%000000

10 13.000000000000 10.000000000000 0.500000000000 0.001128472222 -
Th— | o]

Fig. 1.26. Examinarea fisierului de iesire

Dupa vizualizarea comparatiei dintre fisierul de intrare satisfaction.pat si fisierul de iesire
satisfaction.out se va atasa de asemenea fisierul creat la inceputul aplicatiei de catre programul
NeuroShel satisfaction.pro. In acest sens se reia pasul procesarea datelor antrenate (§ 1.4.7) si in modulul
functional Network Processing se selecteazd din meniul File comanda Select Alternate Pattern File.
Figierul alternativ este satisfaction.pro. S-a pornit procesarea si s-a evaluat valoarea R squared, in cazul
aplicatiei satisfaction.pro a rezultat 0,98, fiind considerata o valoare buna.

Pentru evaluarea retelei mai exista o varianta alternativa, care parcurge din nou pasii prezentati Inca
de la fisierul de introducere a datelor, creat in modulul Data Entry. in continuare sunt prezentati pasii
percursi pentru aplicatia satisfaction.

e Pas 1: crearea unui nou figier in modulul Data Entry (cca. 20% din datele de test) asemanatoare cu
primele, pentru a verifica corectitudinea retelei. Aceste date se regisesc In Anexa 2. Noului fisier de
date trebuie sd I se atribuie aceeasi denumre cu cea a aplicatiei, insd cu o altd extensie aleatoare
introdusa de catre utilizator. (ex. satisfaction.xxx)

e Pas 2: se trece la modulul de procesare a datelor, activat prin icoana Apply Neural Network. Dupa
deschiderea casetei de dialog Network Processing s-au deselectat 3 optiuni (Compute R squared,
Include actuals in .OUT file, rspectiv Include in .OUT file actuals minus network outputs),
ramanand in final doar informatia Patterns Processed.(vezi fig.1.24)

e Pas 3: se parcurg procedurile de atasare a fisierelor pentru vizualizarea evolutiei datelor (§.1.4.8),
respectiv examinarea datelor (§.1.4.9).

In scopul analizei comparative s-au luat in considerare cateva date din reteaua antrenata, pentru a vedea

daci se ajunge la un raspuns satisfacitor, atunci cand in retea se introduc noi date. In acest sens au fost
selectate doua date in mod aleator, si s-a observat ca eroarea este mica. Tabelul 1.3, fig. 1.27, fig. 1.28,
fig.1.29.

Tabelul 1.3 Datele comparate
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Nr.
Crt.

initial

1o

clasa
cuantificare

garantia

Nr.anterv.

DR

DRC

SCVP

valoarea
retelei
initiale

8.89

18

16

0.0079

valoarea
retelei
antrenata
cu noile
date

8.89

18

T

48

0.0095

(=]

valoarea
retelei
mitiale

8.97

18

0.0012

valoarea
retelei
antrenata
cu noile
date

8.97

18

L]

48

0.0017

33




“~ Datagrid: C:\NeureShell Paatislactia,oul “'_"-"":_ pre— e
- il i e ]
Fle R Fymsd Heb L T e S . [ S 00 v 20 cnbmn
Husbes of som with vasiable names folaek if nonal: [1 X bedLiright arsow keys end odit L
First 10w cendaining sctual brairana daks 27 S 108 som 20 colsmns
Thet mrat Toad 52l erceagh for lege hien. The H ey
o o gt el s oo et Semchpe i ‘deognd Sl 5 . :  —
74| 65 000000CO0D0G 15 MOOODOOODOD 0 S000C0J00000 () DOS4D30M1254 A— — peepeinarer
75| GO.000000000000  1BMD000000000 0500000000000 0. 0F0EA 197531 u 1 ‘ vamn [
76|  GO00000COOOOD 1500000000000 0500000000000 0 00HIFS06N 778 it Siatsnt !
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79|  AS000000C00000 1B 0000000000 0500000000000 0.01851651 8519
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Fiz. 1.27. Datslz noi de iesirs Fie. 1,29, Analizi compamtivi intre rateaua initiald 5i retsana cu noila date

1.4.10. Moduri de imbunatatire a rezultatelor

Neuro Shell ofera posibilitatea imbunatatirii unei arhitecturi fara a-i schimba gradul de
complexitate. Metodele cel mai des utilizate sunt prezentate in continuare:
1) Utilizarea calibrarii retelei(calibration)
Neuro Shell utilizeaza calibrarea pentru a optimiza reteaua, prin aplicarea retelei a unui set de teste
independente in timpul antrendrii. Setul de date de test se creazd automat utilizand modulul Test Set
Extract. Prin calibrare se ,,identificd” reteaua optimd pentru date in setul de test, ceea ce inseamna ca
reteaua este capabild sd generalizeze cu succes noile date si sa returneze rezultate foarte bune.
Calibrarea realizeaza acest lucru prin calcularea mediei erorii patratice pentru toate iesirile actuale si
prezise. Pentru a apela facilitatea de calibrare trebuie setat campul Calibration Test interval,
reprezentdnd frecventa evaludrii setului de test. Cele mai bune predictii se obtin daca acest camp se
seteazi cu valori cuprinse intre 50 si 200. In cazul apelarii la facilitatea de calibrare trebuie de asemenea
validata casuta Save network on the best test set.
2) Ajustarea ratei de invatare (learning rate), a inertiei (momentum) §i a numarului de neuroni ascunsi
pentru a-i crea retelei un nou model de antrenare. Ajustirile se realizeaza in modulul functional learning.
Se poate de asemenea opta pentru activarea facilititii TurboPro, care nu necesitid setarea factorilor
learning rate si momentum. Aceatd optiune este inclusd i1n Advanced System design si este valabila
pentru retele de tip backpropagation.
3) Stabilirea unor variabile mai eficiente pentru predictia pentru care este creata reteaua.
Concluzii: Antrenarea Retelie Neuronale Artificiale pentru identificarea satisfactiei clientilor in firma X
reprezintd un real suport pentru rezolvarea problemelor legate de cuantificarea furnizorilor si studierea
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satisfactiei clientilor firmei, avind in vedere dificultatea cuantificarii aprecierilor clientilor, a céror
metalitate si mod de actiune difera foarte mult. Reteaua neuronala este capabila sa Invete singura, sa dea
rdspunsuri pentru care un operator uman ar trebui sa faca eforturi continue pentru a mentine o baza
informationald asa de vasta.

Avantaje:

e In relatia cu potentialii clienti se realizeazi o transparentd mai mare asupra calititii produselor pe care
le va achzitiona firma;

o Cel mai important aspect al realizarii acestei retele este cel al suportului informational in procesul de
negociere cu clientii, prin intermediul cdruia se poate obtine pretul optim pentru calitatea produselor
selectate;

e Prin stabilirea nivelului de calitate al produselor vandute, al service-ului si al consultantei oferite in
procesul negocierii cu clientii, avand ca suport informational reteaua neuronala artificiald, s-a reusit
stabilirea configuratiei optime pentru aplicatiile necesare diferitelor tipuri de utilizatori;

® S-a reusit ca in situatiile in care reteaua a semnalat un grad scézut a satisfactiei clientilor, firma sa ia
masuri pentru a oferi servicii aditionale acestora.
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